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Learnings haben in den letzten Jahren 
große Durchbrüche in vielfältigen An-
wendungsbereichen erzielt. Dabei setzt 
insbesondere das Deep Learning jedoch 
große Datenmengen für das Training der 
Modelle voraus. Solche großen Daten-
mengen sind nicht in jedem Anwen-
dungsfall verfügbar, und das Erstellen 
eines Trainingsdatensatzes ist oft mit 
einem großen Zeit- und Kostenaufwand 
verbunden. Dies führt zu einer verringer-
ten Verfügbarkeit dieser maschinellen 
Lernverfahren und zu einer großen Ein-
stiegshürde für ihre Verwendung.

Die in der Forschungsgruppe entwickel-
ten Methoden des dateneffizienten Ler-
nens erlauben es, ein Modell welches 
zum Beispiel an einem großen Standard-
datensatz vortrainiert wurde, an eine 
neuartige Anwendung anzupassen. 
Dabei kann der Datensatz, der für dieses 
sogenannte „Fine-Tuning“ verwendet 
wird, oftmals deutlich kleiner sein, als es 
ohne ein Vortrainieren des Modells mög-
lich wäre. Ein Forschungsschwerpunkt 
der Arbeitsgruppe besteht insbesondere 
darin, Lernverfahren zu entwickeln, wel-
che zu Modellen mit besserer Generali-
sierbarkeit führen. Hierdurch kann ein 
Modell an einem sehr kleinen Datensatz 
einer speziellen Domäne angepasst wer-
den, ohne dass danach ein zu großer 
Fehler in der praktischen Verwendung zu 
erwarten ist. Dabei werden Erkenntnisse 
aus der Lerntheorie mit Verfahren der 
konvexen und nicht-konvexen Optimie-

// Überblick und Allgemeines

Die im Aufbau befindliche For-
schungsgruppe für Maschinelles Ler-
nen und künstliche Intelligenz be-
schäftigt sich mit der Entwicklung 
von neuartigen Algorithmen und 
Lernverfahren des maschinellen Ler-
nens. Hierbei besteht insbesondere der 
Fokus auf dateneffizienten Lernverfah-
ren, sowie der Entwicklung von Algo-
rithmen für bessere Generalisierbarkeit 
und interpretierbare Repräsentationen.

Methoden des maschinellen Lernens 
und insbesondere Verfahren des Deep 
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rung kombiniert. Durch die Lerntheorie 
lässt sich beschreiben, welche Eigenschaf-
ten das Modell nach dem Training haben 
sollte. Hieraus können dann Nebenbedin-
gungen für das Trainieren des Modells 
abgeleitet werden.

Ein weiterer Schwerpunkt der Arbeits-
gruppe sind interpretierbare Repräsenta-
tionen. Das Ziel ist zum einen, die Mo-
delle interpretierbar und somit besser 
verständlich zu machen, zum anderen 
können mit diesen Verfahren grundle-
gende Zusammenhänge in Daten veran-
schaulicht werden. So können mit ent-
sprechend zugeschnittenen Lernalgorith-
men die zugrunde liegenden Faktoren 
und teilweise sogar Modelle der kausa-
len Zusammenhänge von beobachteten 
Daten abgeleitet werden. Insbesondere 
in den Naturwissenschaften ergeben 
sich dadurch interessante Anwendun-
gen, verständliche Modelle von Daten 
abzuleiten. Zum Einsatz kommen hierbei 
Techniken der variationellen Inferenz, 
statistische Verfahren um unabhängige 
Komponenten und Faktoren abzuleiten, 
sowie Graph-Neural-Networks.
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